
		
			[image: ]
		

		
			
				Postępy Biochemii 71 (2) 2025	169

			

		

		
			[image: ]
		

		
			
				dr Maciej Jończyk

				Zakład Ekofizjologii Molekularnej Roślin, Instytut Biologii Eksperymentalnej i Biotech-nologii Roślin, Wydział Biologii, Uniwersytet Warszawski

				https://doi.org/10.18388/pb.2017_609

				autor korespondujący: m.jonczyk@uw.edu.pl

				Słowa kluczowe: rośliny, bioinformatyka, ge-nomika, transkryptomika, fenomika, CRISPR--Cas9

				Podziękowania: Praca powstała w wyniku re-alizacji projektu badawczego o nr 2020/39/B/NZ9/00801 finansowanego ze środków Naro-dowego Centrum Nauki

			

		

		
			
				Metody „omiczne” w badaniach roślin

			

		

		
			
				Streszczenie

				Przydatność komputerów w badaniach biologicznych została zauważona już w latach 60. XX wieku. Późniejszy rozwój techniki pozwolił na opracowanie wysoko wydajnych me-tod badawczych w biologii. Dzięki nim można uzyskać bardzo dużą ilość danych w krót-kim czasie, nawet kilku dni. Z tym postępem wiąże się jednak konieczność opracowywania metod zarządzania danymi, kontroli ich jakości i sposobów ich analizy. W konsekwencji współczesna biologia w dużej mierze jest zależna od informatyki, a na styku tych dziedzin powstała bioinformatyka. Celem artykułu jest omówienie głównych współczesnych wiel-koskalowych metod badań roślin i powiązanych z tymi metodami narzędzi bioinformatycz-nych.

				Wprowadzenie

				Za matkę bioinformatyki uważa się Margaret Dayhoff. Jej najlepiej znanym osiągnięciem było opracowanie macierzy podstawień aminokwasów (ang. Point Accepted Mutation, PAM) na podstawie dostępnych wówczas (1978 rok) infor-macji o rodzinach białek. Macierz PAM pozwala porównywać sekwencje białek i znajduje zastosowane nawet dziś [1]. Jednak już wcześniej (1962 rok) Dayhoff rozpoznała potencjał komputerów w badaniu sekwencji biologicznych i wspól-nie z fizykiem Robertem S. Ledley’em opracowała COMPROTEIN – program służący do składania sekwencji peptydów z analiz sekwencjonowania białek metodą degradacji [1,2]. Był to pierwszy program bioinformatyczny, choć sam termin „bioinformatyka” powstał później, w roku 1970. Jego autorami jest dwoje holenderskich naukowców, Paulien Hogeweg i Ben Hesper. Zdefiniowali oni „bioinformatykę” jako naukę o procesach informatycznych w systemach bio-tycznych (ang. the study of informatic processes in biotic systems) [3].

				Na potwierdzenie użyteczności nowej dziedziny nie trzeba było długo czekać, gdyż w 1977 roku Frederick Sanger wynalazł metodę sekwencjonowania DNA [4]. Stworzyło to potrzebę opracowania programów komputerowych służących do analizy wyników i zarządzania danymi. Bioinformatyka otrzymała silny im-puls do rozwoju w latach dziewięćdziesiątych, w trakcie projektu sekwencjo-nowania genomu ludzkiego [5]. Było to pierwsze przedsięwzięcie generujące ogromną ilość danych biologicznych, do analizy których nie wystarczały dotych-czasowe metody. Jednocześnie, dzięki rozwojowi techniki, zarówno możliwości komputerów, jak i ich dostępność szybko wzrastały. Rozwój nauki i techniki, a szczególnie miniaturyzacji, w późniejszych latach doprowadził do powstania czułych metod działających na małych ilościach prób. Jednocześnie dzięki au-tomatyzacji stało się możliwe analizowanie wielu prób jednocześnie – nastała era „omiczna”. Przyrostek „-omika” pochodzi od greckiego „-ωμα” (-ōma) – w polskim tłumaczeniu „całość” lub „zbiór” – i oznacza badania całościowe, syste-mowe, obejmujące wszystkie elementy danej kategorii biologicznej. Przykłada-mi są: genomika, transkryptomika i proteomika. Genomika koncentruje się na strukturze, funkcjonowaniu i ewolucji genomu (całości materiału genetycznego organizmu). Transkryptomika obejmuje wszystko, co dotyczy cząsteczek RNA, m.in. ich: sekwencję, strukturę, funkcję, lokalizację, zmienność i poziom ekspre-sji. Proteomika zajmuje się całościowo białkami, m.in. ich: ekspresją, lokalizacją, modyfikacjami, interakcjami i zaangażowaniem w szlaki metaboliczne.

				Bioinformatyka jest dziedziną interdyscyplinarną, a jej głównym zadaniem jest wydobycie użytecznej informacji z wielkich zbiorów danych i ułatwienie jej interpretacji. Dzięki tej nauce możliwe jest również połączenie danych z wielu eksperymentów „omicznych”, spojrzenie na konkretne zagadnienie badawcze z różnych stron i otrzymanie informacji przekraczającej tę uzyskaną z osobnej analizy eksperymentów. Przykładowo, łącząc dane transkryptomiczne i prote-omiczne, można sprawdzić, czy wykrywany transkrypt jest przepisywany na 
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				białko, a więc czy jego funkcja rzeczywiście jest realizowa-na w komórce. Z drugiej strony pozwala to badać procesy degradacji mRNA. W niniejszym artykule opisano główne metody „omiczne” pod kątem ich wykorzystania w bada-niach roślin oraz poruszono kwestie analizy danych z takich badań (Tab. 1).

				Genomika: sekwencjonowanie genomu de novo, określanie funkcji genów

				Sekwencjonowanie de novo (od nowa) polega na opraco-waniu sekwencji genomu organizmu bez użycia materiału porównawczego. Takim materiałem mógłby być genom innej odmiany danego gatunku i takie porównanie stosu-je się w tzw. resekwencjonowaniu. Dalsza część rozdziału koncentruje się ma sekwencjonowaniu de novo. W latach 90. XX wieku zostały zsekwencjonowane genomy pierwszych organizmów modelowych (wzorcowych), m.in. drożdży (Saccharomyces cerevisiae) i nicienia Caenorhabditis elegans [6]. W podobnym czasie (1996 rok) powstał The Arabidopsis Genome Initiative (AGI) – projekt poświęcony sekwencjono-waniu genomu rzodkiewnika (Arabidopsis thaliana), będące-go rośliną modelową w badaniach roślin. Wynikiem tego przedsięwzięcia było opublikowanie w grudniu 2000 roku pierwszego genomu roślinnego [7], rok przed publikacją pierwszej wersji genomu ludzkiego [8].

				Projekty te były możliwe dzięki zastosowaniu metody Sangera (terminacji łańcucha), zaliczanej dziś do metod sekwencjonowania pierwszej generacji. Metoda Sangera pozwala sekwencjonować długie cząsteczki (700-900 nu-kleotydów) z dużą dokładnością, jest jednak droga i pra-cochłonna, co więcej poznanie sekwencji jednej cząsteczki wymaga aż czterech reakcji syntezy DNA. Nawet unowo-cześniona i zautomatyzowana wersja metody nie jest wy-

			

		

		
			
				sokoprzepustowa, niemniej jej duża dokładność sprawia, że znajduje zastosowanie do dziś, np. przy poznawaniu sekwencji produktów łańcuchowej reakcji polimerazy (ang. Polymerase Chain Reaction, PCR). Właśnie wynalezienie PCR przez Kary Banks Mullis’a [9] otworzyło drogę do opraco-wania metod masowego sekwencjonowania. Pozwalają one w jednym przebiegu odczytać miliony, a nawet miliardy se-kwencji [4]. Przełom ten został odzwierciedlony w nazwie: sekwencjonowanie nowej generacji (ang. next-generation sequencing, NGS). Dzisiaj te metody określane są mianem metod drugiej generacji. Pierwszym systemem masowe-go sekwencjonowania był 454 Genome Sequencer dostęp-ny od 2005 roku. W obszarze tym była duża konkurencja i w kolejnych latach na rynek zostały wprowadzone m.in. instrumenty SOLiD, Ion Torrent i Solexa. W 2007 roku So-lexa wykupiona została przez firmę Illumina, której urzą-dzenia są obecnie najpopularniejsze. Choć pozwalają one odczytać tylko krótkie sekwencje (obecnie 50–300 nukle-otydów w przypadku Illuminy), umożliwiły uzupełnienie braków w sekwencjach genomów. Kolejnym przełomem było opracowanie metod uzyskiwania długich odczytów (ang. reads) – nawet 10–20 tys. nukleotydów – i to z poje-dynczych cząsteczek. Są to systemy PacBio HiFi i Oxford Nanopore, określane sekwencjonowaniem trzeciej generacji [4]. Długie odczyty mają wyższy poziom błędu niż krótkie, ale pozwalają poznać fragmenty genomu, których złożenie za pomocą metod drugiej generacji jest nieosiągalne, np. re-giony bogate w sekwencje powtarzalne. Z tego powodu w obecnych czasach sekwencjonowanie de novo genomów jest dwustopniowe. W pierwszym etapie sekwencje są składane w chromosomy dzięki długim odczytom z metod trzeciej generacji. Następnie błędy są niwelowane dzięki krótkim odczytom z metod drugiej generacji [4].

			

		

		
			
				Tabela 1. Podsumowanie tematów poruszonych w artykule.

				
					Obszar zainteresowania

				

				
					Główne metody

				

				
					Genomika

				

				
					Poznanie sekwencji genomu, opis genów i sekwencji regulatorowych (adnotacja genomu)

				

				
					Sekwencjonowanie DNA

				

				
					Transkryptomika

				

				
					Ekspresja genów w różnych próbach. Identyfikacja nieopisanych wcześniej transkryptów i izoform

				

				
					RNA-seq

				

				
					Proteomika

				

				
					Skład jakościowy i ilościowy białek w różnych próbach

					Sekwencjonowanie białek. Identyfikacja modyfikacji potranslacyjnych

				

				
					Spektrometria mas

				

				
					Metabolomika

				

				
					Ocena ilościowa określonych metabolitów w różnych próbach

					Skład jakościowy i ilościowy metabolitów w różnych próbach

				

				
					Spektrometria mas, spektroskopia magnetycznego rezonansu jądrowego

				

				
					Modyfikacje genetyczne

				

				
					Uzyskiwanie roślin o określonych cechach, np. wydajnie produkujących metabolity wtórne

				

				
					CRISPR-Cas9

				

				
					Fenomika

				

				
					Nieniszcząca ocena wzrostu, rozwoju i kondycji roślin

				

				
					Obrazowanie, m.in. w świetle widzialnym, RGB, fluorescencyjne, 3D

				

				
					Analiza funkcjonalna danych

				

				
					Identyfikacja procesów biologicznych zmienianych w badanych warunkach

				

				
					Analiza m.in. nadreprezentacji funkcjonalnej, sieci powiązań między białkami, ścieżek metabolicznych

				

				
					Sztuczna inteligencja

				

				
					Usprawnienie analizy wielkich zbiorów danych. Integracja danych z różnych metod „omicznych”

				

				
					m.in. uczenie maszynowe

				

				
					Zarządzanie danymi

				

				
					Deponowanie danych badawczych w repozytoriach

					Udostępnianie danych badawczych i ich ponowne wykorzystanie

				

				
					Zastosowanie zasad FAIR
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				Poznanie sekwencji genomu to wielkie osiągnięcie, ale aby wykorzystać tę informację trzeba opracować tzw. ad-notację genomu. Jest to proces dwustopniowy. Najpierw wykonuje się adnotację strukturalną. Jej celem jest określe-nie, które miejsca genomu zawierają geny i jakie sekwencje regulatorowe im towarzyszą. Drugim krokiem jest adnota-cja funkcjonalna – określenie, jaką funkcję spełnia produkt genu (białko albo niekodujące RNA). Bez tego zsekwencjo-nowany genom to po prostu bardzo długi ciąg liter. Ad-notacja genomu nie jest łatwa, ponieważ genomy roślinne zawierają dużo przestrzeni międzygenowych i sekwencji powtarzalnych. Rośliny są eukariontami, a więc ich geny oprócz sekwencji kodujących (egzonów) posiadają sekwen-cje niekodujące (introny).

				Adnotacja strukturalna ma za zadanie odnaleźć regiony kodujące geny, czyli otwarte ramki odczytu (ang. open re-ading frame, ORF). Są to ciągłe sekwencje ograniczone ko-donami start i stop. Adnotacja ta jest wykonywana na trzy główne sposoby [10].

				Sekwencja genomu jest analizowana pod kątem zawar-tości („treści”). Wykorzystuje się właściwości ORF, podziel-ność przez 3 (ze względu na trójkowy kod genetyczny) i sto-sunkowo wysoką zawartość zasad purynowych. W identy-fikacji ORF pomaga fakt, że niektóre aminokwasy mogą być kodowane przez więcej niż jeden kodon, a w sekwencjach kodujących określone kodony są używane częściej niż inne.

				Wyszukiwane są sekwencje regulacyjne, związane m.in. z inicjacją i regulacją transkrypcji albo translacji, wiązaniem rybosomów oraz wycinaniem intronów (ang. splicing) [11].

			

		

		
			
				Poszukuje się w bazach danych sekwencji homologicz-nych do wytypowanych sekwencji kodujących. W porówna-niach sekwencji najczęściej wykorzystuje się różne warianty programu BLAST (ang. Basic Local Alignment Search Tool) [12]. Najprostsza opcja to porównanie sekwencji nukleoty-dowej do bazy sekwencji nukleotydowych. Jednak ponie-waż sekwencja aminokwasowa jest bardziej konserwowana niż nukleotydowa, lepsze wyniki dają porównania, w któ-rych badane sekwencje są przepisywane na aminokwasy i porównywane do bazy aminokwasowej.

				Wynikiem adnotacji strukturalnej jest lista potencjalnych genów wraz z ich położeniem w genomie, a także sekwen-cje transkryptów i ich przepisanie na sekwencje aminokwa-sowe, które wykorzystuje się w adnotacji funkcjonalnej. Najlepszym sposobem wykonania adnotacji funkcjonalnej byłaby weryfikacja eksperymentalna działania każdego badanego genu, ale jest ona czasochłonna, skomplikowana i kosztowna. Z tego względu, aby przyspieszyć badania, używa się analiz bioinformatycznych.

				Porównuje się sekwencje aminokwasowe z bazami da-nych zwykle za pomocą programu BLAST lub bardziej czułego PSI-BLAST. W przypadku znalezienia sekwencji o wysokim podobieństwie wnioskuje się o homologii, a więc o podobnej funkcji. Ograniczeniem jest fakt, że żadna z baz nie zawiera pełnego zbioru sekwencji i ich opisów. Wśród baz danych wyróżnia się Swiss-Prot (https://www.expasy.org/resources/uniprotkb-swiss-prot/) [13]. Zawiera ona sekwencje białkowe opisane i nadzorowane przez eksper-tów. Jednak ponieważ jest to czasochłonne i wymagające, baza ta jest znacznie mniejsza niż inne.

			

		

		
			
				Tabela 2. Informacje o wybranych roślinach, których genomy zostały zsekwencjonowane [67] (https://www.plabipd.de/pubplant_main.html). Wielkość genomu podana jest w milionach par zasad (ang. megabases, Mb).

				
					Gatunek

				

				
					Rok

				

				
					Wielkość genomu (Mb)

				

				
					Wykorzystanie

				

				
					Arabidopsis thaliana (rzodkiewnik pospolity)

				

				
					2000

				

				
					135

				

				
					Pierwszy zsekwencjonowany genom rośliny. Model dla roślin dwuliściennych.

				

				
					Oryza sativa (ryż)

				

				
					2002

				

				
					500

				

				
					Drugi zsekwencjonowany genom rośliny. Roślina ważna ekonomicznie. Model dla zbóż i ogólnie roślin jednoliściennych.

				

				
					Populus trichocarpa (topola kalifornijska)

				

				
					2006

				

				
					500

				

				
					Drzewo liściaste o szybkim wzroście, ważne w przemyśle drzewnym. Model w badaniach drzew, m.in. wzrostu wtórnego i drewnienia.

				

				
					Physcomitrium patens

				

				
					2007

				

				
					472

				

				
					Roślina modelowa dla mszaków. Ważna w badaniu ewolucji i adaptacji roślin lądowych, fizjologii i biologii rozwoju.

				

				
					Lotus japonicus (komonica)

				

				
					2008

				

				
					472

				

				
					Model dla roślin z rodziny bobowatych, m.in. grochu, fasoli, soi. Ważna w badaniu symbiotycznego wiązania azotu.

				

				
					Zea mays (kukurydza)

				

				
					2009

				

				
					2400

				

				
					Model dla roślin o fotosyntezie C4, a także w genetyce, fizjologii i biologii rozwoju.

				

				
					Solanum tuberosum (ziemniak)

				

				
					2011

				

				
					844

				

				
					Model dla roślin z rodziny psiankowatych. Ważnej ekonomicznie grupy roślin obejmującej również pomidora, paprykę i bakłażana.

				

				
					Picea abies (świerk pospolity)

				

				
					2013

				

				
					20000

				

				
					Pierwszy zsekwencjonowany genom drzewiastej rośliny nagonasiennej. Ważny w badaniu ewolucji drzew iglastych, w tym rozwoju szyszek.

				

				
					Quercus robur (dąb szypułkowy)

				

				
					2018

				

				
					740

				

				
					Drzewo istotne ekonomicznie i kulturowo. Ważne w badaniu długowieczności drzew i ich odporności na stres biotyczny, w tym owady i patogeny.

				

				
					Triticum aestivum (pszenica zwyczajna)

				

				
					2018

				

				
					17000

				

				
					Jedna z najważniejszych roślin uprawnych. Bardzo skomplikowany genom powstały w wyniku hybrydyzacji kilku gatunków traw. Roślina ważna w badaniu ewolucji genomów.
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				W sekwencjach aminokwasowych wyszukuje się charak-terystyczne sekwencje, m.in. motywy, domeny (np. baza In-terPro, https://www.ebi.ac.uk/interpro/) [14] i sygnały lo-kalizacji (np. program SignalP, https://services.healthtech.dtu.dk/services/SignalP-6.0/) [15].

				Analizuje się kontekst genomowy – współwystępowanie w genomie zestawu genów może świadczyć o ich powiąza-niu funkcjonalnym.

				Przy opisywaniu genomu używa się danych ekspery-mentalnych, dostępnych dla badanego organizmu. Wy-korzystuje się również dane dotyczące spokrewnionych organizmów, przy czym decydującą rolę odgrywają tu na-rzędzia bioinformatyczne. W celu opisania funkcji genów rzodkiewnika zostało założone The Arabidopsis Information Resource (TAIR) [16]. Informacje o wybranych zsekwencjo-nowanych genomach roślin modelowych i ważnych ekono-micznie zebrane są w tabeli 2.

				Transkryptomika: analiza ekspresji genów

				Sekwencjonowanie DNA pozwala nie tylko składać ge-nomy, lecz także badać ekspresję genów. Metoda ta nazywa się RNA-seq, ale sekwencjonuje się w niej DNA zsyntetyzo-wane na matrycy mRNA. Konieczność przepisywania RNA na DNA wynika z małej stabilności RNA oraz z wymagań samej techniki sekwencjonowania, m.in. detekcji dołącza-nych nukleotydów podczas namnażania DNA na matrycy DNA. W przeważającej liczbie przypadków do badania ekspresji genów używa się metod drugiej generacji [4] ze względu na niski poziom błędu i stosunkowo niską cenę, 

			

		

		
			
				najczęściej Illuminy. Krótkie odczyty uzyskiwane z plat-form drugiej generacji utrudniają jednak analizę izoform transkryptów. W takiej analizie przewagę mają metody trzeciej generacji, zapewniające długie odczyty. Co więcej, system Oxford Nanopore umożliwia bezpośrednie sekwen-cjonowanie cząsteczek RNA. Pozwala to uniknąć błędów potencjalnie wprowadzanych na etapie odwrotnej trans-krypcji, takich jak nierówna amplifikacja różnych cząste-czek czy zanieczyszczenia adapterami lub primerami [17]. Możliwości wyboru metody sekwencjonowania przedsta-wione są na rycinie 1.

				 Dział biologii zajmujący się badaniem ekspresji genów to transkryptomika. Pozwala ona określać skład ilościowy i jakościowy prób zarówno pod względem RNA kodujących, jak i RNA niekodujących. Celem analizy ilościowej jest określenie, jak silnie są eksprymowane poszczególne geny i ich izoformy. Celem analizy jakościowej zaś jest ustalenie, które geny i które z ich izoform są eksprymowane. Analiza jakościowa pozwala identyfikować nieznane dotąd trans-krypty lub izoformy transkryptów, co pomaga w adnotacji genomu. Transkryptomika pozwala badać zmiany trans-kryptomu m.in: 1) w odpowiedzi na określone warunki (np. stres, nawożenie); 2) w zależności od stadium rozwojowego i wieku; 3) w różnych tkankach i komórkach. Badania na poziomie transkryptomu możliwe są od czasu opracowania metod sekwencjonowania drugiej generacji. Pierwsze bada-nie z wykorzystaniem tej metody dotyczyło ludzkich komó-rek nowotworu prostaty i zostało wykonane za pomocą 454 Genome Sequencer w 2005 roku [18].

				Chociaż transkryptomika jest techniką przełomową, w badaniach roślin przez długi czas była ograniczona do ana-
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				Rycina 1. Możliwości wyboru metody sekwencjonowania w zależności od celu badań.
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				liz na poziomie fragmentu organu rośliny, np. liść, korzeń – a więc materiału zawierającego różne tkanki (ang. bulk RNA sequencing). W konsekwencji ekspresja z różnych tkanek i grup komórek jest uśredniana, a różnice między nimi nie-możliwe do rozgraniczenia. Badania transkryptomiczne na poziomie tkanek są możliwe dzięki wycinaniu (ang. micro-dissection) fragmentów tkanki pod mikroskopem. Można to robić ręcznie lub za pomocą lasera (ang. laser capture micro-dissection, LCM) [19].

				Przełomem było wynalezienie technik analizy ekspresji genów osobno w każdej komórce (ang. single-cell RNA-seq, scRNA-seq) [20]. W przypadku roślin pojedyncze komórki otrzymywane są dzięki enzymatycznemu trawieniu ścian komórkowych (np. cellulazą lub pektynazą). Kolejnym etapem jest oczyszczanie komórek dzięki ich sortowaniu ze względu na wielkość lub obecność fluorescencyjnego znacznika. Możliwe jest to dzięki metodom takim jak mi-kroprzepływy lub sortowanie aktywowane fluorescencją (ang. fluorescence-activated cell sorting, FACS). W następnym kroku RNA z pojedynczych komórek jest izolowane i prze-

			

		

		
			
				pisywane na cDNA, które po namnożeniu jest sekwencjo-nowane [21]. scRNA-seq pozwoliło m.in. na opracowanie przestrzenno-czasowego atlasu ekspresji genów w korze-niach Arabidopsis thaliana [22].

				Surowe dane z eksperymentów RNA-seq to krótkie se-kwencje z danymi jakości, czyli oceną prawdopodobień-stwa, że nukleotyd został odczytany poprawnie. Pierwszym krokiem analizy bioinformatycznej jest kontrola jakościowa. Odczyty o niskiej jakości są usuwane, a z pozostałych odci-nane są sztuczne sekwencje dołączane w trakcie procedury. Odczyty po filtrowaniu są dopasowywane do sekwencji ge-nomu organizmu źródłowego (ang. alignment), a następnie określa się, ile z nich pasuje do genów. Wynikiem są tzw. zliczenia (ang. counts). Etapy filtrowania i analizy danych RNA-seq przedstawione są na rycinie 2.

				Krytycznym etapem analizy danych RNA-seq jest norma-lizacja danych, tak aby próby były porównywalne. Oprócz zastosowanych w badaniu czynników eksperymentalnych na wyniki sekwencjonowania mają wpływ: całkowita liczba 
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				Rycina 2. Etapy filtrowania i analizy danych RNA-seq.
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				odczytów z próby (głębokość sekwencjonowania), długość transkryptów i skład próby. Uwzględnienie głębokości se-kwencjonowania jest konieczne, gdyż próba zsekwencjono-wana z podwojoną głębokością (dwukrotnie większą liczbą odczytów) będzie miała średnio dwa razy więcej zmapo-wanych odczytów dla każdego genu. Dla przykładu, chcąc ocenić ekspresję genu A w próbie RNA sekwencjonujemy ją z głębokością 10 milionów odczytów. W rezultacie 500 odczytów mapuje się do genu A. Przy sekwencjonowaniu tej samej próby z głębokością 20 milionów odczytów około 1000 z nich będzie się mapowało do genu A. Przykładem normalizacji są „zliczenia na milion” (ang. counts per million, CPM). Polega ona na pomnożeniu liczby odczytów zmapo-wanych do genu razy milion i podzieleniu przez sumę zma-powanych odczytów w próbie [23]. Normalizacja CPM po-zwala porównywać ekspresję tego samego genu w różnych próbach. Niektóre metody normalizacji uwzględniają rów-nież długość transkryptów. Jest to ważne, ponieważ trans-krypt dwa razy dłuższy od innego będzie miał średnio dwa razy więcej odczytów. Normalizacja tego rodzaju pozwala na porównania poziomu ekspresji różnych transkryptów w próbie, a jej przykładami są „transkrypty na milion” (ang. transcripts per million, TPM) i „odczyty na kilobazę trans-kryptu na milion zmapowanych odczytów” (ang. reads per kilobase of transcript per million reads mapped, RPKM). Podob-ną do RPKM miarą jest FPKM (ang. fragments per kilobase of transcript per million fragments mapped). FPKM jest używana do danych, w których cząsteczki sekwencjonowane były z dwóch stron, w trybie sparowanych odczytów (ang. paired end, PE) [24].

				Przywołane wyżej metody normalizacji są wrażliwe na skład próby, np. na obecność niewielkiej liczby silnie eks-prymowanych genów i na różnice w całkowitej liczbie eks-prymowanych genów w różnych próbach. W konsekwencji żadna z wyżej wymienionych metod normalizacji nie jest zalecana przed analizą statystyczną różnic w ekspresji ge-nów. Odpowiednie metody zostały opracowane w ramach pakietów do analizy danych RNA-seq. Są to „średnia obcię-ta wartości M” (ang. trimmed mean of M values), zastosowana w pakiecie edgeR, oraz „mediana stosunków” (ang. median of ratios) z pakietu DESeq2 [24].

				Proteomika: poznawanie sekwencji białek, badanie ekspresji białek

				Ekspresja genów jest badana najczęściej na poziomie transkryptu, nie ma on jednak prostego przełożenia na pro-teom, czyli zawartość białek w komórkach. W konsekwencji, chcąc ocenić skład jakościowy i ilościowy białek w próbach, trzeba to robić bezpośrednio. Badanie białek jest trudniej-sze niż badanie kwasów nukleinowych. Do budowy DNA są używane jedynie cztery rodzaje nukleotydów, podczas gdy do budowy białek u roślin jest wykorzystywane 20 rodzajów aminokwasów kanonicznych (standardowych) i jeden rzadki aminokwas niestandardowy – selenocyste-ina. W odróżnieniu od sekwencjonowania DNA nie moż-na wykorzystać tu procesu istniejącego w naturze – białka syntetyzowane są inaczej niż kwasy nukleinowe. Co więcej, białka mogą składać się z kilku łańcuchów peptydowych, a więc ich struktura nie jest liniowa jak w przypadku DNA. Wiele białek ulega również modyfikacjom potranslacyjnym, 

			

		

		
			
				co ma kluczowe znaczenie dla ich funkcji, ale dodatkowo utrudnia poznanie ich sekwencji. Pomimo tych wszystkich komplikacji metoda sekwencjonowania białek powstała już w 1949 roku dzięki Pehr Edman’owi i jest znana jako „meto-da degradacji” (ang. Edman degradation) [2]. Ma ona jednak dużo ograniczeń, pozwala na analizę peptydu o długości maksymalnie 50 aminokwasów i jest mało wydajna.

				Metoda Edman’a była niezastąpiona w badaniach białek aż do lat 90. XX wieku, gdy została wyparta przez spektro-metrię mas (ang. mass spectrometry, MS) [25, 26]. MS pozwa-la: określać skład jakościowy próby z wykorzystaniem baz danych (zarówno białkowych, jak i RNA), porównywać próby pod względem jakościowym i ilościowym, a także poznawać sekwencję nieznanych białek (sekwencjonowanie de novo). Są dwa główne warianty procedury, top-down i bot-tom-up. W wariancie top-down analizie poddaje się oczysz-czone białko o pełnej długości. Celem jest tu identyfikacja białka, jego izoform oraz ilościowe oznaczanie modyfikacji potranslacyjnych. W wariancie bottom-up, któremu będzie poświęcona dalsza część rozdziału, analizie poddaje się mieszaninę białek pofragmentowanych na peptydy [27]. Pierwszym etapem jest trawienie białek przez enzym – pro-teazę, np. trypsynę. Otrzymane peptydy są rozdzielane me-todą chromatografii cieczowej (ang. liquid chromatography, LC). Spektrometr jonizuje peptydy, a następnie rozdziela je na podstawie stosunku ich masy i ładunku – ten etap określa się jako MS1 (pierwszą spektrometrię mas). Często procedura jest dwustopniowa (MS/MS). Wtedy wybierana jest określona liczba wierzchołków widma, odpowiadające im peptydy są fragmentowane, a powstałe jony poddawa-ne analizie – ten etap to MS2 (druga spektrometria mas). Unikalny wzór rozdziału jonów pozwala na określenie se-kwencji peptydu z wykorzystaniem baz danych. Alterna-tywnie można użyć programu porównującego otrzymane widmo do bazy wszystkich możliwych do uzyskania z da-nego peptydu. Aby zmniejszyć liczbę wyników fałszywie pozytywnych, oprócz bazy danych białek istniejących (ang. target) używa się bazy białek syntetycznych (ang. decoy), w której sekwencje białek są odwrócone albo przetasowane. Porównanie proporcji dopasowań do sekwencji target i de-coy pozwala oszacować liczbę niepoprawnych identyfikacji wśród dopasowań do sekwencji target i ustalić wiarygodne kryteria filtrowania wyników. Jeśli celem eksperymentu jest porównanie białek z różnych prób, to są one specyficznie znakowane [28]. Metoda bottom-up umożliwia także se-kwencjonowanie de novo. W tym celu porównuje się uzyska-ne dane do wzorcowych danych dla aminokwasów. Anali-za taka może być przeprowadzona bez użycia informacji z baz danych, ale często jest o nie uzupełniana, aby poprawić jakość wyników [27].

				Dane ze spektrometrii mas to widma MS1 i MS2. Na ich podstawie określa się jakiemu jonowi, peptydowi, a dalej białku odpowiadają uzyskane dane. Wynikiem jest tabela zawierająca zestawienie białek wraz z ich zawartością w po-szczególnych próbach. Dane są sprawdzane pod względem jakości, a te niespełniające wymogów analizy są usuwane. W przypadku proteomiki istotnym problemem są wartości brakujące, które mogą wystąpić z dwóch przyczyn. Pierw-sza z nich jest natury biologicznej. Jeśli białko nie jest wyra-żane w danej próbie albo jest wyrażane na bardzo niskim 
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				poziomie, to nie jest wykrywane. Druga przyczyna jest techniczna. Spektrometr nie jest w stanie przeanalizować wszystkich białek w próbie, poza tym jonizacja pewnych peptydów jest mało wydajna i niektóre z nich nie zostają zidentyfikowane. Dane dla białek ze zbyt wysoką liczbą brakujących wartości można usunąć. Alternatywnie dane są uzupełniane – w ich miejsce wstawiana jest najbardziej prawdopodobna wartość. Jeśli celem analizy jest porów-nanie ilości poszczególnych białek w różnych próbach, to przeprowadza się testy za pomocą odpowiednich modeli statystycznych [28].

				Metabolomika: badanie metabolitów roślin

				Efektem ekspresji genów i syntezy funkcjonalnych bia-łek enzymatycznych jest powstawanie związków organicz-nych, takich jak metabolity pierwotne (np. cukry, amino-kwasy, lipidy) i wtórne (np. alkaloidy, flawonoidy, terpe-noidy). Metabolity pierwotne są niezbędne do życia rośliny, podczas gdy metabolity wtórne pełnią specjalne funkcje, np. w ochronie przed stresem lub interakcjach z innymi organizmami. Należy jednak podkreślić, że podział na me-tabolity pierwotne i wtórne nie jest ostry. Kompleksową analizą i interpretacją składu, zmienności i funkcji metabo-litów zajmuje się metabolomika. Metabolity definiowane są tu jako związki o masie do 2000 Daltonów, co odpowiada masie peptydu o długości około 18 aminokwasów. Do naj-częściej stosowanych metod analizy w metabolomice nale-żą: spektrometria mas (MS) i spektroskopia magnetycznego rezonansu jądrowego (spektroskopia NMR, ang. nuclear ma-gnetic resonance spectroscopy).

				Podobnie jak w badaniach proteomicznych, MS połączo-na jest najczęściej z techniką chromatograficzną, pozwala-jącą wstępnie rozdzielić cząsteczki. Można użyć chromato-grafii cieczowej (LC) albo gazowej (ang. gas chromatography, GC). Ponieważ całość syntetyzowanych w roślinie związ-ków (metabolom) przedstawia ogromne zróżnicowanie, konieczne jest dobranie metody analizy do jej celu. Celem metabolomiki nieukierunkowanej (ang. non-targeted metabo-lomics) jest wykrycie jak największej liczby związków bez wcześniejszego założenia, jakie związki są obecne. Dzięki temu można również wykryć nieznane metabolity. W takim przypadku podstawową metodą jest MS. Celem metabolo-miki ukierunkowanej (ang. targeted metabolomics) jest wy-krycie związków dobrze scharakteryzowanych i ich ocena ilościowa. W tym przypadku metoda dopasowana jest do charakteru chemicznego cząsteczki [29].

				Drugą metodą popularną w analizach metabolomicz-nych jest spektroskopia NMR. W porównaniu z MS zapew-nia wysoką precyzję i powtarzalność, ale niską czułość, a więc wymaga większej ilości próby. Za to przygotowanie prób jest łatwiejsze, a instrument zapewnia bardzo dobrą identyfikację cząsteczek. Obie metody mają wady i zalety, zatem nie można wskazać jednoznacznie lepszej, a wybór zależy od celu analizy. NMR nie jest odpowiednia np. do ukierunkowanej analizy metabolitów o niskim stężeniu, takich jak hormony roślinne (fitohormony). Pozwala za to zidentyfikować w jednej analizie związki zróżnicowane chemicznie, np. pod względem polarności [30].

			

		

		
			
				Wstępna analiza surowych danych z analiz metabolo-micznych (widm) obejmuje usunięcie szumów i identyfika-cję wierzchołków widma, odpowiadających metabolitom. Tak samo jak w przypadku proteomiki problem stanowią wartości brakujące i w metabolomice rozwiązywany jest on tak samo. Dane są również normalizowane, tak aby różne próby były porównywalne. Normalizacja może być prze-prowadzana na różne sposoby, na przykład przez podzie-lenie przez całkowitą intensywność sygnału lub z użyciem standardów wewnętrznych. Kolejnym krokiem jest adnota-cja szczytów widma, czyli ich przypisanie do konkretnych metabolitów. Adnotacja opiera się na porównaniu ze stan-dardami lub z bazami danych (np. https://metaspace2020.org/, http://gmd.mpimp-golm.mpg.de/) [31,32].

				Modyfikacje genetyczne – zmiana szlaków metabolicznych

				Oprócz cząsteczek niezbędnych do przeżycia i rozmnaża-nia rośliny produkują dużo związków o specjalnych funk-cjach, tzw. metabolitów wtórnych. Są one syntetyzowane w odpowiedzi na stres – mogą np. odstraszać roślinożerców, będąc dla nich trującymi lub niesmacznymi. Jednocześnie wiele metabolitów wtórnych roślin jest cennych dla czło-wieka i używane są m.in. jako leki, barwniki, aromaty lub składnik żywności [33]. W wyższych stężeniach metabolity wtórne, które są produkowane przez roślinę, mogą być tok-syczne dla niej samej. Z tego względu obecne są w niej w małych ilościach, a co za tym idzie, aby uzyskać ilość istotną terapeutycznie, potrzeba dużej masy roślin – w przeważają-cej mierze uzyskiwanych z naturalnych populacji [34]. Jed-nocześnie synteza wielu metabolitów wtórnych jest skom-plikowana i mało wydajna [35]. Sprawia to, że dostępność leków bazujących na roślinnych metabolitach wtórnych jest ograniczona i są one drogie. Z drugiej strony wysokie za-potrzebowanie na te substancje powoduje silną eksploatację naturalnie występujących populacji roślin, zagrażając ich istnieniu. Alternatywą jest hodowla nowych odmian wy-dajniej produkujących pożądane substancje. Można wybrać odmiany lub osobniki o pożądanych cechach i namnażać je w warunkach laboratoryjnych (in vitro). Wykorzystuje to unikalną zdolność komórek roślinnych do odróżnicowania, czyli zmiany programu rozwojowego i przekształcenia się w inne komórki.

				Na fenotyp, czyli obserwowalne właściwości organizmu (m.in. kolor, wielkość, budowę) mają wpływ czynniki śro-dowiskowe, genotyp i mechanizmy epigenetyczne. Czynni-ki środowiskowe, takie jak ilość i jakość światła, temperatu-ra i skład pożywki, możemy dziś kontrolować w szerokim zakresie, choć w stosunkowo małej skali, wykorzystując ko-mory do hodowli roślin lub szklarnie. Wyżej wymienione czynniki są badane pod kątem zwiększania produkcji me-tabolitów wtórnych [36]. Sprawdzany jest również wpływ hormonów i elicytorów [37,38]. Elicytory to substancje lub czynniki fizyczne powodujące ekspresję genów regulacyj-nych, determinujących określone reakcje biochemiczne, a dalej odpowiedź morfologiczną i fizjologiczną. Kategoria ta jest bardzo szeroka i obejmuje m.in. ekstrakty z grzybni, metale ciężkie, promieniowanie UV [38]. W porównaniu z modyfikacjami genetycznymi, wymienione sposoby zwięk-
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				szania produkcji metabolitów wtórnych są tanie i łatwe, jed-nak zwykle dają gorszy wynik [37].

				Zmiany na poziomie genotypu były tradycyjnie wpro-wadzane dzięki krzyżowaniu roślin blisko spokrewnio-nych i hodowli wsobnej. Metody mutagenezy znane są od drugiej dekady XX wieku [39], pierwsze z nich prowadziły do losowych zmian w przypadkowych miejscach genomu. Odkrycie enzymów restrykcyjnych w latach 70. XX wieku otworzyło drogę do wprowadzania do genomu określonych sekwencji [40]. Współczesne metody pozwalają na edycję genomu, czyli jego precyzyjne modyfikacje, a najpopular-niejsza jest metoda CRISPR-Cas9 opracowana w 2012 roku. Pozwala ona zarówno wprowadzać krótkie losowe insercje lub delecje, jak i precyzyjnie wycinać albo wstawiać określo-ną sekwencję nawet na poziomie jednej pary nukleotydów [41]. CRISPR-Cas9 jest wariantem systemu CRISPR-Cas, bakteryjnego adaptacyjnego układu odpornościowego. Bakteria w locus zwanym CRISPR (ang. clustered regularly interspaced short palindromic repeats) posiada krótkie sekwen-cje przechwycone od wirusów. Podczas infekcji, DNA wi-rusa łączy się z komplementarnym RNA i jest degradowane dzięki ukierunkowanemu cięciu przez białko Cas [42]. W porównaniu z konkurencyjnymi technikami wynaleziony-mi w tamtym czasie, CRISPR-Cas9 nie wymaga projektowa-nia nowego białka do każdej nowej modyfikacji [43]. Nie-mniej, aby zwiększyć ekspresję białka Cas9 można dopaso-wać je do gatunku, który ma być modyfikowany. Chodzi o zmianę kodonów na te preferowane w genach o wysokiej ekspresji, a także o umieszczenie wydajnego promotora, a nieraz intronu, co również u niektórych gatunków zwięk-sza ekspresję genu [44]. Do każdej modyfikacji genetycznej trzeba zsyntetyzować specjalną cząsteczkę RNA (ang. single guide RNA, sgRNA). Zawiera ona fragment konieczny do działania Cas9 oraz 20-nukleotydową sekwencję komple-mentarną do fragmentu genomu, który ma być zmodyfi-kowany. Wymaga to znajomości sekwencji genomu i jego adnotacji, a także uwzględnienia specyficzności, tak aby zmiana wprowadzona była tylko w pożądanym miejscu [45]. Kolejnym krokiem jest wybór odpowiedniego wektora zapewniającego żądaną aktywność i dopasowanego do mo-dyfikowanego organizmu. Pomaga w tym ogólnie dostępna baza Addgene (https://www.addgene.org/) [46]. Weryfi-kacja wyniku eksperymentu również wymaga narzędzi bio-informatycznych. DNA z potencjalnych mutantów sekwen-cjonuje się, najczęściej metodą Sangera lub drugiej generacji, np. Illumina. Techniki bazujące na CRISPR-Cas są rozwija-ne i opracowywane są inne metody edycji genów [43]. W tworzeniu każdej z nich niezbędne jest użycie narzędzi bio-informatycznych. Mimo wielkiego postępu wydajność mo-dyfikacji genetycznych nie jest wysoka – do 50%, gdy uży-wa się komórek pozbawionych ściany (protoplastów) [47]. Niemniej zaledwie jedna zmieniona komórka wystarczy do uzyskania całego organizmu, w którym wszystkie komórki mają dokładnie tę samą modyfikację.

				Do zmiany ścieżki syntezy pożądanych związków meto-dą modyfikacji genetycznych konieczna jest znajomość za-równo sekwencji genomu badanej rośliny, jak i szlaku syn-tezy tych związków. Niektóre z tych szlaków są poznane, np. szlak kwasu szikimowego [48], m.in. dzięki badaniom proteomicznym i metabolomicznym [49]. Celem inżynierii 

			

		

		
			
				szlaków metabolicznych może być ingerencja w wydaj-ność określonych etapów, zmiana architektury szlaku lub usunięcie hamującego wpływu produktu końcowego [50]. Przykładowo, dzięki wprowadzeniu trzech genów do ścież-ki syntezy tokochromanoli udało się zwiększyć syntezę wi-taminy E w roślinach tytoniu i pomidora. Również dzięki transformacji trzema genami udało się uzyskać rośliny ryżu o trzykrotnie wyższej zawartości witaminy B1 w ziarnia-kach w porównaniu do odmiany standardowej. Z kolei po-tencjał zwiększenia ilości beta-karotenu w ziarniakach był badany za pomocą transformacji roślin kukurydzy różnymi kombinacjami pięciu genów szlaku syntezy karotenoidów [51].

				Fenomika: badanie fenotypu roślin

				Opisane wcześniej nauki „omiczne” pozwalają uzyskać bardzo dużo danych na poziomie molekularnym, jednak ce-lem wielu badań jest zmiana obserwowalnych cech rośliny (fenotypu), np. tempa wzrostu, morfologii, składu. Pomiar i analizę fenotypu na różnych poziomach organizacji, od organów po okrywę roślinną, określamy mianem fenoty-powania [52]. Stosunkowo długo było ono ograniczone do pomiarów ręcznych, a co za tym idzie było długotrwałe, po-datne na błędy i wykonywane w małej skali. Co więcej, oce-na np. biomasy wymagała zabicia rośliny, a więc mogła być zrobiona tylko raz w sposób „inwazyjny” i nie pozwalało to na śledzenie zmian w czasie. Dopiero postęp po roku 2010 w takich dziedzinach, jak robotyka i obrazowanie pozwo-lił na rozwój automatycznego fenotypowania w dużej ska-li. Ogólnie takie systemy można podzielić na dwa rodzaje: „roślina do sensora” – rośliny są przemieszczane do urzą-dzeń pomiarowych, a następnie przenoszone z powrotem; „sensor do rośliny” – maszyna zbliża się do rośliny i wyko-nuje pomiary. Do tego drugiego typu należą duże instalacje obejmujące konkretne pole, ale również maszyny o ruchu swobodnym, naziemne i latające, zarówno kierowane przez człowieka, jak i bezzałogowe (drony) [53]. Maszyny te mogą być używane w różnych miejscach: w fitotronie, w szklar-ni, na polu. W systemach „roślina do sensora” możliwy jest pomiar masy rośliny, natomiast w obu wymienionych sys-temach możliwe jest nieniszczące obrazowanie w różnych widmach światła. Rejestrowana może być np. fluorescencja chlorofilu lub światło widzialne w zakresie czerwieni, zie-leni i błękitu (ang. Red, Green, Blue, RGB). Parametry te dają informację o kondycji rośliny. Często również dzięki kilku kamerom możliwe jest odtworzenie trójwymiarowego ob-razu rośliny i ocena jej masy [52,53].

				Badaniem fenotypu w kontekście genotypu i środowiska zajmuje się fenomika (ang. phenomics). Eksperymenty tego typu dają bardzo dużo danych, które mogą być analizowa-ne na wiele sposobów. Można np. modelować rozwój roślin w czasie za pomocą krzywych wzrostu. Jeśli eksperyment przeprowadzany był na polu z jednoczesnym pomiarem parametrów pogodowych, to możliwe jest sprawdzenie, jak wpływają one na fenotyp roślin. Ciekawym typem analizy jest badanie asocjacyjne w skali genomu (ang. Genome Wide Association Study, GWAS). Polega ono na korelacji cech fe-notypowych z wariantami genetycznymi i ma na celu zna-lezienie genów lub sekwencji regulatorowych silnie związa-nych z daną cechą organizmu [54].
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				Analiza funkcjonalna danych „omicznych”

				W rozdziałach o transkryptomice, proteomice i metabo-lomice opisane zostały ogólnie podstawowe metody analizy surowych danych. Metody te są specyficzne dla danej „omi-ki”. W dalszej zaawansowanej analizie wyników wykorzy-stuje się jednak podobne narzędzia. Dotyczy to szczególnie danych transkryptomicznych i proteomicznych. W przypad-ku porównywania wariantów eksperymentalnych stwier-dzenie różnic między nimi to dopiero początek. W danych poszukuje się wzorców i wykonuje analizę funkcjonalną. Jedną z metod jest klastrowanie, które pozwala wydzielić grupy, np. genów albo białek o podobnej ekspresji. Z kolei korelacja wzorów ekspresji umożliwia zbudowanie sieci po-wiązań (ang. coexpression network). Dane transkryptomiczne i proteomiczne można również połączyć z dostępnymi w ba-zach sieciami powiązań między białkami. Bazy te zawierają dane o bezpośrednich interakcjach fizycznych zweryfikowa-nych laboratoryjnie, a niektóre również dane o interakcjach pośrednich (funkcjonalnych) oraz informacje przepisane od innych organizmów na podstawie homologii. Przykładem dużej bazy integrującej dane z różnych źródeł jest STRING (https://string-db.org/) [55]. Sieć powiązań między białka-mi można przedstawić graficznie, np. w programie Cytosca-pe (https://cytoscape.org/) [56], i ją analizować, m.in. wy-szukiwać geny kluczowe o największej liczbie oddziaływań lub nałożyć na sieć dane, np. o ekspresji genów (Ryc. 3).

			

		

		
			
				Wyniki dotyczące ekspresji genów i wyniki metabolo-miczne można także analizować, wykorzystując bazy da-nych dedykowane szlakom metabolicznym. Największą taką bazą danych, dotyczącą roślin, jest Plant Metabolic Network (PMN, https://plantcyc.org/) [57]. Zawiera ona ścieżki metaboliczne dla 155 gatunków roślin i glonów, a także ujednoliconą, ogólną bazę dla roślin. W zakres PMN wchodzą zarówno dane eksperymentalne, jak i przewidy-wania obliczeniowe. Oprócz samych ścieżek PMN zawiera informacje o reakcjach, enzymach oraz odnośniki do lite-ratury. Bazą o podobnym zakresie jest Kyoto Encyclopedia of Genes and Genomes (KEGG, https://www.genome.jp/kegg/) [58]. Zawiera ona informacje na temat różnych grup taksonomicznych. W kontekście roślin gromadzi dane na poziomie systemowym (ścieżki metaboliczne i klasyfikacje funkcjonalne, m.in. genów i cząsteczek chemicznych), ge-nomicznym i metabolicznym. KEGG, podobnie jak PMN, pozwala na analizę danych.

				Najczęściej wykonywaną analizą danych transkrypto-micznych i proteomicznych jest nadreprezentacja katego-rii funkcjonalnych. Punktem wyjścia jest lista genów, np. o zwiększonej ekspresji w danych warunkach, i adnotacja funkcjonalna genów badanego organizmu. Analiza nadre-prezentacji pozwala stwierdzić, które kategorie funkcjonal-ne genów są reprezentowane w naszych zbiorach bardziej, 
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				Rycina 3. Sieć oddziaływań białek kukurydzy sporządzona na podstawie genów o istotnie zmienionej ekspresji w stresie odwodnienia. Użyto danych z pracy [65] i bazy oddziaływań białek STRING w wersji 12.0 [55]. Kolor węzła odpowiada zlogarytmowanej zmianie ekspresji w stresie względem kontroli (ang. log2 fold change, log2FC). Błękit odpowiada represji, natomiast czerwień wyższej ekspresji w stresie. Wielkość węzłów odpowiada p-wartości dopasowanej na porównania wielokrotne (ang. adj. p-value) – im większy węzeł, tym bardziej istotny wynik. Grubość linii łączących węzły odpowiada punktacji oddziaływania w bazie STRING – im grubsza linia, tym wyższa punktacja (pewniejsze oddziaływanie). Fragment sieci jest powiększony.
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				niż wynikałoby to z przypadku. W analizie tej najczęściej używa się ontologii genów (ang. Gene Ontology, GO) [59]. Składa się ona z dwóch elementów: hierarchicznego syste-mu kategorii funkcjonalnych wraz z ich relacjami oraz z ad-notacji GO genów. W ramach GO kategorie zgrupowane są w trzy klasy: funkcji molekularnej (ang. Molecular Function), procesu biologicznego (ang. Biological Process) i lokalizacji komórkowej (ang. Cellular Component). Przykład wyniku analizy nadreprezentacji GO przedstawiono na rycinie 4. Analizę nadreprezentacji można również wykonać dla ka-tegorii funkcjonalnych zawartych w KEGG.

				Sztuczna inteligencja i uczenie maszynowe, integracja danych „omicznych”

				W ostatnich latach istotną rolę w badaniach „omicz-nych” spełnia sztuczna inteligencja (ang. artificial intelligen-ce, AI). Pozwala ona uzyskać informacje, które mogą być niedostępne lub trudne do wychwycenia dla człowieka. Największe zastosowanie ma tu gałąź AI zwana uczeniem maszynowym (ang. machine learning, ML). Polega ono na wytrenowaniu modelu na dużym zestawie danych, wery-fikacji modelu, a następnie wykorzystaniu go, np. do klasy-fikacji (przypisywania obiektów do kategorii), klastrowania (grupowania) lub predykcji (przewidywania wyników dla 

			

		

		
			
				nowych danych). Uczenie maszynowe znajduje zastosowa-nie w analizie danych metabolomicznych za pomocą siecio-wania molekularnego (ang. molecular networking). Opiera się ono na tym, że w szlakach metabolicznych w kolejnych reakcjach powstają cząsteczki o podobnej budowie, dające podobne wzorce fragmentacji w widmach MS. Analiza sie-ciowania molekularnego pomaga zidentyfikować te reak-cje, jak również wykryć nieznane dotąd cząsteczki [60]. ML spełnia podwójną rolę w fenotypowaniu. Z jednej strony pozwala optymalizować ruch wykonujących pomiary ma-szyn, np. uczyć je omijania przeszkód. Z drugiej strony ML pozwala analizować dane, i to na różnych poziomach, po-cząwszy od rozpoznawania obiektów i wydzielania roślin z tła, aż do ich klasyfikacji ze względu na mierzone parame-try, np. roślina pożółkła – chora, roślina zielona – zdrowa [61].

				Bioinformatyka umożliwia połączenie danych z różnych dziedzin „omicznych” (badania „multiomiczne”) i spoj-rzenie na określone zagadnienie z różnych stron. Przykła-dowo integracja danych transkryptomicznych i metabolo-micznych pozwala sprawdzić, z ekspresją których genów jest skorelowana ilość pożądanego produktu. Z wyników MS można stworzyć sieć, w której metabolity połączone są krawędziami, zgodnie z podobieństwem widm fragmenta-

			

		

		
			[image: ]
		

		
			
				Rycina 4. Nadreprezentacja kategorii funkcjonalnych Gene Ontology dla sieci z rysunku 3. Analiza obejmowała klasę Biological Process. Użyto danych ekspresji genów z pracy [65] i adnotacji GO z pracy [66]. Próg p-wartości dopasowanej na porównania wielokrotne (ang. adj. p-value) ustawiono na 0,001. Kolor węzłów odpowiada istotności statystycznej, natomiast ich wielkość odpowiada wielkości kategorii GO. Fragment sieci jest powiększony.
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				cji. Na te dane można nałożyć wyniki ekspresji genów lub białek, co pomaga wytypować geny odpowiedzialne za syntezę badanych metabolitów [62]. Dane „multiomiczne” są bardzo złożone, a ich analiza stanowi wyzwanie. Z tego względu w coraz większym stopniu znajduje tu zastosowa-nie sztuczna inteligencja. Generatywna AI pozwala m.in. zautomatyzować proces tworzenia modeli sieci metabolicz-nych. Możliwe są również analizy par enzym-substrat, w czym pomaga model AlphaFold, przewidujący strukturę przestrzenną białek [60].

				Zarządzanie danymi i zasady FAIR

				Bioinformatyka jest kluczowym elementem badań wy-sokoprzepustowych. Jednak do przechowywania i udo-stępniania danych z tych badań używane są narzędzia szeroko rozumianej informatyki. Jako pierwsze w bazach danych były umieszczane wyniki transkryptomiczne i proteomiczne, a najstarsze bazy gromadzące takie dane to ArrayExpress i Gene Expression Omnibus (GEO) [63]. Umieszczanie danych z badań wielkoskalowych w repozy-torium stało się wymogiem przy publikowaniu artykułów w czasopismach naukowych. Ma to zapewnić czytelnikom dostęp do danych, będących podstawą wyników opisanych w konkretnym artykule. Koncepcja przejrzystości badań naukowych w odniesieniu do danych badawczych została rozwinięta jako zasady FAIR. Kolejne litery skrótu oznacza-ją: Findable (możliwe do znalezienia), Accessible (łatwo do-stępne), Interoperable (możliwe do połączenia z innymi da-nymi i działające w różnych systemach) i Reusable (możliwe do ponownego wykorzystania) [64]. Dwie pierwsze zasady oznaczają, że dane powinny mieć trwały identyfikator, by można było je znaleźć, i powinny być możliwe do pobrania za darmo bez ograniczeń prawnych. Zasada Interoperable odnosi się do ujednoliconych formatów, ułatwiających po-nowne wykorzystanie danych i łączenie danych z różnych źródeł. Dzięki temu możliwe są analizy danych zarówno z wielu eksperymentów tego samego typu, np. transkrypto-micznych, jak i analizy „multiomiczne”. Podstawą ostatniej zasady (Reusable) są jasno określone warunki ponownego wykorzystania danych np. w badaniach naukowych i edu-kacji.

				Podsumowanie

				W niniejszej pracy opisano główne metody „omiczne”, stosowane w badaniach roślin i ogólnie organizmów ży-wych. Wejście biologii na drogę badań wysokoprzepusto-wych sprawiło, iż uzyskiwane są wielkie ilości danych i to na różnych poziomach organizacji świata żywego – od komórki do okrywy roślinnej. Możliwe stało się również połączenie danych z różnych poziomów funkcjonowania roślin, od genów do fenotypu – badania „multiomiczne”. Jednocześnie wzrost liczby publicznie dostępnych zbiorów danych pozwala badaczom integrować je z danymi z wła-snych eksperymentów i dzięki temu uzyskiwać pewniejsze wyniki. Te wszystkie podejścia nie są możliwe bez kompu-terów o dużej mocy obliczeniowej i odpowiednich narzędzi bioinformatycznych. Obszary te rozwijają się bardzo dyna-micznie, a w analizie wyników coraz większą rolę odgry-wają sztuczna inteligencja (AI) i uczenie maszynowe (ML). AI i ML w szczególny sposób przydają się w badaniach fe-

			

		

		
			
				nomicznych, pozwalając zarówno zwiększyć automatyza-cję pomiarów, jak i ułatwić analizę olbrzymiej ilości danych pomiarowych. Należy się spodziewać, że przyrost ilości danych w biologii będzie coraz szybszy, a bioinformatyka będzie się rozwijała z coraz szerszym wykorzystaniem AI. W konsekwencji badania będą wykonywane z coraz więk-szą efektywnością.
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				Summary

				The usefulness of computers in biological research has been identified already in the sixties of the twentieth century. Subsequent technical progress allowed development of high-throughput experimental methods in biology. Thanks to them, one can obtain a very large amount of data in a short time, even few days. However, with this progress came a necessity of development of data management, data quality control and analysis methods. Consequently, modern biology to a great extent rely on informatics and at the intersection of these fields emerged bio-informatics. The aim of this article is a review of modern high-throughput methods in plant science, and relevant bioinformatic tools.
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Metody ,omiczne” w badaniach roslin

STRESZCZENIE

rzydatnoéé komputeréw w badaniach biologicznych zostala zauwazona juz w latach 60.
XX wieku. Pézniejszy rozwdj techniki pozwolil na opracowanie wysoko wydajnych me-

tod badawczych w biologii. Dzigki nim mozna uzyskac bardzo duza ilos¢ danych w krét-
Lim czasie, nawet kilku dni. Z tym postepem wiaze si¢ jednak koniecznoéé opracowywania
metod zarzadzania danymi, kontroli ich jakosci i sposob6w ich analizy. W konsekwencji
wspolczesna biologia w duzej mierze jest zalezna od informatyki, a na styku tych dziedzin
powstala bioinformatyka. Celem artykulu jest oméwienie gléwnych wspélczesnych wiel-
koskalowych metod badas roélin i powiazanych z tymi metodami narzedzi bioinformatycz-
nych.

WPROWADZENIE

Za matke bioinformatyki uwaza sie Margaret Dayhoff. Jej najlepiej znanym
osiagnieciem bylo opracowanie macierzy podstawier aminokwaséw (ang. Point
Accepted Mutation, PAM) na podstawie dostepnych wowczas (1978 rok) infor-
madji o rodzinach bialek. Macierz PAM pozwala poréwnywac sekwencje bialek
i znajduje zastosowane nawet dzis [1]. Jednak juz wezesniej (1962 rok) Dayhoff
rozpoznala potencjal komputersw w badaniu sekwendji biologicznych i wspsl-
nie z fizykiem Robertem S. Ledley’em opracowata COMPROTEIN - program
stuzacy do skladania sekwendji peptydow z analiz sekwencjonowania bialek
metoda degradacji [1,2]. Byt to pierwszy program bioinformatyczny, choé sam
termin , bioinformatyka” powstal pézniej, w roku 1970. Jego autorami jest dwoje
holenderskich naukowcéw, Paulien Hogeweg i Ben Hesper. Zdefiniowali oni
 bioinformatyke” jako nauke o procesach informatycznych w systemach bio-
tycznych (ang. the study of informatic processes in biotic systems) [3].

Na potwierdzenie uzytecznosci nowej dziedziny nie trzeba bylo dlugo czekac,
gdyz w 1977 roku Frederick Sanger wynalazl metode sekwencjonowania DNA
[4]. Stworzylo to potrzebe opracowania programéw komputerowych stuzacych
do analizy wynikéw i zarzadzania danymi. Bioinformatyka otrzymala silny im-
puls do rozwoju w latach dziewiecdziesiatych, w trakcie projektu sekwencjo-
nowania genomu ludzkiego [5]. Bylo to pierwsze przedsiewziecie generujace
ogromna ilosé danych biologicznych, do analizy ktorych nie wystarczaty dotych-
czasowe metody. Jednoczesnie, dzieki rozwojowi techniki, zaréwno mozliwo
komputeréw, jak i ich dostepnos¢ szybko wzrastaly. Rozwéj nauki i techniki,
a szczegolnie miniaturyzacji, w pozniejszych latach doprowadzil do powstania
czutych metod dziatajacych na matych ilosciach prob. Jednoczesnie dzieki au-
tomatyzadji stato sie mozliwe analizowanie wielu prob jednoczesnie - nastata
era ,omiczna”. Przyrostek ,-omika” pochodzi od greckiego ,-opa’” (-3ma) - w
polskim tlumaczeniu , calos¢” lub ,zbiér” - i oznacza badania calosciowe, syste-
mowe, obejmujace wszystkie elementy danej kategorii biologicznej. Przyklada-
mi sa: genomika, transkryptomika i proteomika. Genomika koncentruje sie na
strukturze, funkcjonowaniu i ewoluji genomu (calosci materialu genetycznego
organizmu). Transkryptomika obejmuje wszystko, co dotyczy czasteczek RNA,
muin. ich: sekwendje, strukture, funkcje, lokalizacje, zmiennosé i poziom ekspre-
sji. Proteomika zajmuje sie calosciowo biatkami, m.in. ich: ekspresja, lokalizacja,
modyfikagjami, interakcjami i zaangazowaniem w szlaki metaboliczne.

Bioinformatyka jest dziedzing interdyscyplinarna, a jej glownym zadaniem
jest wydobycie uzytecznej informacji z wielkich zbiorow danych i ulatwienie jej
interpretacji. Dzieki tej nauce mozliwe jest rowniez polaczenie danych z wielu
eksperymentéw , omicznych”, spojrzenie na konkretne zagadnienie badawcze
2 16nych stron i otrzymanie informacji przekraczajacej te uzyskana z osobnej
analizy eksperymentow. Przykladowo, laczac dane transkryptomiczne i prote-
omiczne, mozna sprawdzic, czy wykrywany transkrypt jest przepisywany na
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